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Resumen 

 
Los sistemas de control son utilizados en la ingeniería para 

automatizar procesos dentro de la Ingeniería de Control. El 

Control Lineal es tal vez el conjunto de herramientas más 

utilizadas. La principal desventaja se presenta cuando se 

modelan sistemas no lineales, variantes en el tiempo o con 

múltiples entradas y salidas. Por su parte, el Control Inteligente 

está constituido por un conjunto de herramientas que representan 

una opción ante las deficiencias del control lineal. Por ejemplo, 

las Redes Neuronales Artificiales son una herramienta útil 

cuando se deben construir controladores para sistemas 

multientradas y/o multisalidas, o cuando el sistema resulta 

complejo en términos de las relaciones de entradas y salidas. Por 

ello se construyó un software que permite optimizar redes 

neuronales y que sean aplicadas a un sistema de control: 

SORNA. Se trata de una herramienta computacional basada en 

los lenguajes de programación C++ y Matlab. Además, utiliza 

como medio de optimización un Algoritmo Genético 

Generacional que ajusta los pesos sinápticos de la red. El sistema 

funciona a partir de bases de datos y calcula un equivalente de un 

controlador proporcional. Fue probado con bases de acceso libre 

diseñadas para tareas de clasificación y tareas de control para el 

ahorro energético. 

 

Control Inteligente, Redes Neuronales Artificiales, 

Algoritmos Genéticos 

Abstract 

 
Feedback control systems are used in engineering field to 

automatize processes. This sub-field of engineering is named 

control engineering. The most popular tool to design and analyze 

control systems is linear control and its techniques. But these are 

difficult to manage when systems have more than one input or 

output, or where systems are not linear. Thus, Intelligent Control 

is an important option when system is difficult to design or 

analyze whit classical control theory. Artificial Neural Networks 

are an important tool for Intelligent Control Systems and are 

recommended when systems have many inputs and outputs, but 

especially when systems are complex to model. For that reason, 

we developed a tool that optimize ANNs which are used as a 

controller in control systems. SORNA was developed with C++ 

and Matlab programming languages and used a generational 

Genetic Algorithm and data bases to optimize the synaptic 

weights of neuro-controller. Also calculates an equivalent of a 

proportional controller for artificial neural networks. Our 

software was tested with open access data bases related. 

 

Intelligent Control, Artificial Neural Networks, 

Genetic Algorithms 
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Introducción 

 

En el campo de la Ingeniería, las herramientas de 

control son muy importantes. Esto se debe a que 

permiten la automatización de procesos y 

sistemas. Por ello, es posible modelar y 

representar sistemas de naturaleza física diversa 

como eléctricos, mecánicos, electrónicos, 

térmicos, entre otros. Dichos sistemas tienen 

componentes variados y son modelados con 

funciones matemáticas conocidas como función 

de transferencia. Se trata de una relación 

matemática entre la señal de salida (C(s)) y la 

señal de entrada (R(s)) del componente o un 

sistema (ver ecuación 1).  

 

𝐺(𝑠) =
𝐶(𝑠)

𝑅(𝑠)
                                                        (1) 

 

 Para obtener esta función es necesario 

transferir la ecuación que modela el sistema en 

el dominio del tiempo (t), al plano S. Para ello se 

emplea la transformada de Laplace. Esta 

operación matemática actua sobre todos los 

términos matemáticos, especialmente sobre los 

diferenciales e integrales, permitiendo el cambio 

de los términos matemáticos asociados a la 

variación del tiempo a términos lineales. Es 

decir, se trata de una transformación de espacio 

matemático (ver figura 1). Esto permite 

simplificar el análisis matemático del sistema 

transformado, según lo señala Chen (1995). 

 

 

 
 

Figura 1 Representación gráfica de la transformada de 

Laplace 

Fuente: Elaboración Propia 

 

 El componente más importante de un 

sistema de control es la planta, que es el 

dispositivo que se quiere controlar, como lo 

señala Shinskey (1979). Este componente recibe 

como entrada, en el caso de los sistemas 

retroalimentados, una señal de error (E(s)). 

Dicha señal de error se define como la diferencia 

entre la señal de salida del sistema y la señal de 

entrada de este (ver ecuación 2).  

 

 Esta señal también se conoce como señal 

de corrección, porque permite a la planta 

corregir su salida dada una condición de 

operación particular (ver figura 2). 
 

 
 

Figura 2 Prototipo de un sistema de control de lazo 

cerrado con una planta 
Fuente: Elaboración Propia 

 

𝐸(𝑠) = 𝑅(𝑠) − 𝐶(𝑠)                                           (2) 

 

 Las funciones de transferencias se 

pueden descomponer en numerador y 

denominador. De tal manera que las raíces del 

numerador se conocen como ceros de la función. 

Mientras que las raíces del denominador son los 

polos del sistema. Estos últimos son muy 

importantes porque de ellos depende la 

estabilidad de este.  

 

 Los sistemas de control tienen una 

respuesta en el dominio del tiempo que puede ser 

descompuesto en dos componentes (Hernández-

Guzmán, Silva-Ortigoza y Carrillo-Ortigoza, 

2013). La primera es la respuesta transitoria y 

que está compuesta por aquellos componentes 

que desaparecen en el tiempo. Entre ellos se 

encuentran los componentes exponenciales 

negativos. La segunda es la respuesta estable, 

que afecta al sistema desde el inicio hasta el final 

de la operación (no desaparece).  

 

 Un sistema de control se considera 

estable si su respuesta en el dominio del tiempo 

tiende a estabilizarse. Es decir, si los 

componentes transitorios del sistema tienden a 

un valor igual a cero después de un tiempo 

(exponenciales negativos) y la respuesta 

estacionaria se mantiene en un margen de 

operación deseable (Hellerstein et al, 2004).  

 

 Existen diferentes metodologías para 

indagar sobre su naturaleza estable de un sistema 

de control. Por ejemplo, en el dominio del 

tiempo el sistema puede ser analizado mediante 

el criterio de Routh-Hurwitz. Pero este criterio de 

estabilidad no brinda información de las causas 

de la inestabilidad del sistema. Es decir, es un 

análisis concluyente pero no explicativo (Kuo, 

1996). 
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Otro de los criterios para conocer la 

estabilidad de los sistemas es el método del 

Lugar Geométrico de las Raíces (LGR). En él se 

analiza la estabilidad del sistema afectada por la 

variación de un parámetro conocido como 

ganancia (Ogata, 1998). Con esta metodología sí 

es posible determinar la causa de la inestabilidad 

de los sistemas y proponer un valor para 

controlarla a través de la ganancia (K). Esto es el 

principio del diseño de dispositivos que se 

pueden adicionar a los sistemas de control y que 

se conocen como controladores.  

Estos dispositivos tienen la función de 

corregir una señal de error mediante una acción 

de control para que la planta opere en los 

parámetros deseados. Los controladores pueden 

adicionar polos y ceros a la función, pero 

también pueden modificar la ganancia del 

sistema. En caso de afectar únicamente a la 

ganancia, el controlador se conoce como 

proporcional y el valor de su constante 

proporcional tiene efectos sobre la estabilidad 

del sistema. 

El efecto del controlador proporcional es 

mover los polos y los ceros en el plano S 

conforme aumenta o disminuye su valor. Así, en 

ocasiones es suficiente con la acción de un 

controlador proporcional para alcanzar los 

objetivos de control. Aunque también es posible 

diseñar controladores más complejos a partir de 

las reglas de Ziegler y Nichols. Entre ellos se 

encuentran los controladores Proporcionales-

Integrales-Derivativos (PID). 

Las técnicas de análisis y diseño 

mencionadas forman parte de una corriente de la 

Ingeniería de Control conocido como Control 

Clásico. Una de sus principales limitaciones es 

que dichas técnicas se enfocan en sistemas de 

una entrada y una salida. Lo cual limíta 

fuertemente las aplicaciones actuales, 

principalmente de cara a la Industria 4.0 (Kang 

y Wang, 2017).  

Es la necesidad de contar con sistemas de 

control más robustos y capaces de contender con 

entornos dinámicos lo que provoca el 

surgimiento de una rama del control conocida 

como Control Inteligente (Galán et al, 2000). Se 

trata de una rama de la ingeniería de control que 

ha crecido en la última década. Su craracterística 

principal es que utiliza algunas técnicas de la 

Inteligencia Artificial (IA) para lograr los 

objetivos de control (Vassilyev et al, 2017).  

En otras palabras, es una combinación 

entre la flexibilidad y adaptación de las 

herramientas de IA y la formalidad matemática 

de la ingeniería de control. 

La primera herramienta en ser utilizada 

como controlador inteligente fue la Lógica 

Difusa (LD). Los controladores producidos se 

conocen como difusos. En ellos se asocian 

valores lingüísticos a las variables de entrada y 

salida (Chen y Pham, 1995). Las variables están 

asociadas a una función de membresía que 

indica el grado de pertenencia de un valor 

respecto a los conjuntos difusos. Y mediante 

reglas if-then, es posible asociar los valores de 

entrada con valores de salida. Esto combinado 

con un motor de inferencia produce acciones de 

control que han probado ser tan eficientes como 

los controladores más robustos de otras ramas 

del control como el Proporcional- Integrador-

Derivador (Ross, 2010). 

Dentro de las primeras aplicaciones de 

este tipo de sistemas de control se encuentran las 

lavadoras domésticas de ropa. En donde, a partir 

de los valores determinados por el sistema y el 

usuario, es posible determinar el tiempo de 

lavado, la intensidad, temperatura del agua, 

cantidad de detergente, así como otras variables 

involucradas en el proceso de funcionamiento. 

Rapidamente se extendió el uso de controladores 

difusos para otro tipo de plantas o aparatos. En 

la actualidad, la lógica difusa está presente en 

vehículos, televisores, refrigeradores y en la 

industria aeronáutica (Prakash y Sinha 2014). 

Otra de las variantes de los controladores 

inteligentes son las Redes Neuronales 

Artificiales (RNAs), que también son conocidas 

como neurocontroladores. Aunque es importante 

mencionar que no existe un procedimiento de 

diseño estandarizado para el diseño de RNAs 

como controladores. Se ha probado que son una 

herramienta poderosa en entornos cambiantes o 

dinámicos (De Paz, Bajo, Rodríguez, Villarrubia 

y Corchado, 2016).  

Las RNAs son un modelo computacional 

de las redes neuronales naturales. Lo que implica 

que tratan de replicar el funcionamiento del 

cerebro humano. Dentro de la Inteligencia 

Artificial representan una corriente conocida 

como conexionista y cuyos principales aportes 

provienen del área de las neurociencias.  
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 Dicha corriente de pensamiento indica 

que una de las formas de obtener inteligencia 

artificial es replicando el funcionamiento de los 

medios naturales para conseguirlo, como es el 

caso del cerebro. 

 

 Una RNA es un sistema de 

interconexiones y pesos que ponderan las 

entradas de los sistemas para encontrar un valor 

de salida (Hagan et al, 2014). Se trata de un 

modelo que trata de reproducir la sinapsis 

eléctrica de las células del sistema nervioso de 

los seres vivos (Montes-González y Aldana-

Franco, 2011). Producen modelos que se 

encargan de discriminar situaciones diversas, 

principalmente aplicables a la clasificación y el 

control de sistemas (Jinn, Ma y Kosone, 2017), 

(Kriesel, 2007) y (Santos, 2011). 

 

 Son herramientas muy poderosas por su 

capacidad a tolerar fallos y ruidos del entorno 

donde se encuentran inmersas (Nolfi et al, 1994). 

En el caso de los sistemas de control representan 

la posibilidad de involucrar múltiples entradas y 

vincularlas con diferentes salidas. Esto es una 

característica que mediante la teoría de control 

clásica y sus herramientas no es posible lograr, 

ya que los sistemas son del tipo una entrada-una 

salida. 

 

 De esta manera, las RNAs están a la altura 

de los sistemas de control creados a través de la 

teoría de control moderno. En ella se utilizan 

ecuaciones de estados y matrices para 

representar a los sistemas multientrada y 

multisalida, además de analizarlos. Pero en el 

caso de las RNAs el análisis y diseño tiene un 

mayor alcance, porque las relaciones entre 

entradas y salidas pueden ser tan complejas 

como el problema requiera. 

 

 Los neurocontroladores pasan por un 

proceso de aprendizaje o ajuste a las conexiones 

sinápticas. Este proceso es una búsqueda 

computacional, en donde el objetivo es encontrar 

la mejor configuración para que una red neuronal 

artificial trabaje de manera adecuada en un 

entorno determinado. El algoritmo más popular 

es conocido como Retropropagación del Error 

(Backpropagation). Está basado en el decesnso 

del gradiente y es un sistema de búsqueda 

computacional que actua en un solo punto del 

espacio de búsqueda. Esta última característica 

puede generar que no encuentre un buen 

funcionamiento para todos los casos.  

 

 Es por ello por lo que en la actualidad las 

RNAs son combinadas con los algoritmos del 

Cómputo Evolutivo (CE), que funcionan como 

medio de optimización.  

 

 Esto garantiza que la búsqueda 

computacional tenga una mayor cantidad de 

puntos de exploración, y mayor probabilidad de 

éxtio. Los algoritmos del cómputo evolutivo 

tienen como su representante más popular a los 

Algoritmos Genéticos (AG). Estos últimos son 

una representación computacional del proceso 

evolutivo natural, en donde los individuos que 

mejor se adaptan a un entorno son los que 

mayores posibilidades tienen de hacer preservar 

su material genético, o en términos 

computacionales preservar la solución.   

 

 Los neurocontroladores obtenidos 

mediante la evolución artificial se denominan 

neuroevolutivos y en términos de IA, se trata de 

la combinación de las corrientes evolusionista y 

conexionista. 

 

 Una de las principales dificultades al 

trabajar con un neurocontrolador es que 

difícilmente se puede conocer el aporte a la 

función de transferencia de la red. 

Principalmente porque el aporte depende en 

cierta parte por los datos que van modificándose 

de acuerdo con las condiciones del entorno del 

sistema. Una de las principales implicaciones de 

esto es que el análisis de control no puede 

desarrollarse de manera tradicional con 

herramientas de la teoría de control clásico. Por 

lo cual se puede garantizarse que la señal de 

salida del controlador sea la adecuada ante 

diferentes condiciones del sistema, pero no 

conocer su naturaleza matemática. Sin embargo, 

Boza y Carvalho (2011) presentan un método 

con el cuál es posible conocer la función de 

transferencia de un controlador neuronal, como 

si se tratara de un controlador proporcional. Así 

es posible observar si el sistema se estabilizará 

en términos de la acción de los pesos de las capas 

de salida y los pesos de las capas de entrada. Es 

decir, es posible crear análisis de 

neurocontroladores como ocurre en el control 

clásico. 

 

 En este método se consideran a las redes 

neuronales como un elemento más de un sistema 

de control tradicional. Como consecuencia se 

aplican a las diferentes unidades neuronales los 

preceptos del álgebra de bloques (Rodríguez, 

1998).  
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Con lo cual una neurona que tiene más de 

una conexión de entrada y pesos asociados a 

ellos se consideran puntos de suma. El efecto de 

múltiples capas es considerado como conexiones 

seriales de bloques (ver figura 3). Es importante 

mencionar que la función de transferencia del 

controlador es una función matemática que 

relaciona mediante un cociente la salida y la 

entrada. En ningún momento se debe confundir 

con la función de transferencia interna de la red, 

la cual mapea el valor de la función NET con un 

valor de salida específico. 

Figura 3 Red neuronal artificial de tres capas y el 

diagrama equivalente de la red como sistema de control 
Fuente: Elaboración Propia 

La función de transferencia de cada 

unidad se representa por el aporte del peso de la 

conexión de esa neurona a la capa superior entre 

la sumatoria de los pesos que llegan a la misma 

neurona provenientes de la capa inferior (ver 

ecuación 3). 

𝐺𝑎
𝑏 =

|𝑊𝑎
𝑏|

∑ 𝑊𝑛
𝑏𝑛

𝑎=1

 (3) 

. 

En donde a es la conexión de la neurona 

de la capa previa y b es la neurona de la capa 

actual o neurona que recibe el peso 

De esa manera, la función de 

transferencia de la red neuronal artificial 

utilizada como controlador proporcional aplica 

las reglas del álgebra de bloque. Así, dos bloques 

conectados en serie multiplican su función de 

transferencia, y dos bloques en paralelo unidos 

por un punto de suma con dos símbolos positivos 

es la suma de las funciones de transferencia de 

los bloques. 

La metodología para el cálculo de un 

equivalente de una RNA a un controlador 

proporcional representa es un esfuerzo por 

continuar entrelazando la ingeniería de control y 

la inteligencia artificial. Es decir, incorporar 

nuevas metodologías de análisis al control 

inteligente (Shaikh, Nor, Nallagownden, 

Elamvazuthi, y Ibrahim, 2014).  

Sin emabargo, la técnica de Boza y 

Carvalho (2011) no se encuentra incorporada en 

los principales programas de análisis 

matemático que son usados en la ingeniería de 

control. En donde en el mejor de los casos, es 

posible probar el controlador simulado 

conectado a la planta para verificar que las 

condiciones del entorno produzcan las salidas 

deseadas. Como es el caso de Matlab y sus 

herramientas como Simulink y Neural Network 

Toolbox. 

De esta manera, se creó un Software de 

Optimización de Redes Neuronales Artificiales 

(SORNA) que utiliza un algoritmo genético 

generacional para ajustar los pesos de la red. 

Cuenta además con un mecanismo 

computacional que calcula la función de 

transferencia de dicho controlador en su forma 

proporcional. El programa funciona en una 

interfaz producida en Matlab, pero el núcleo de 

procesamiento principal ocurre en lenguaje C++. 

El programa no requiere que el usuario cuente 

con una licencia de Matlab, ya que se distribuye 

con un instalador que incluye todo lo necesario 

para su funcionamiento (Matlab Compiler 

Runtime). Adicionalmente, el sistema cuenta con 

un componente para la validación de la red 

neuronal optimizada, en donde previamente se 

divide la base original de entrenamiento en dos 

partes: entrenamiento y validación. SORNA fue 

probado con tres bases de datos de acceso libre 

para validar su funcionamiento.  

El siguiente artículo está organizado de la 

siguiente manera: La seccón Construcción y 

características aborda los detalles de 

implementación de SORNA, en la sección de 

Metodología se establecen las condiciones bajo 

las cuales fue porbado el software, en la sección 

de Resultados se muestra el desempeño del 

software, en la sección de discusión se presentan 

detalles sobre la implementación y su 

funcionamiento, y en la sección de Conclusiones 

se resaltan los aspectos más importante de la 

distribución realizada, así como potenciales 

mejroas. 

Construcción y características 

El software de optimización SORNA combina el 

poder de procesamiento de datos en lenguaje 

C++ y el procesamiento matemático y de 

gráficos en Matlab. La interfaz fue construida a 

partir del manejador de interfaces de usuario o 

GUIDE de Matlab. 
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La interfaz fue diseñada con la función 

de permitir la configuración de todos los 

componentes necesarios por parte del usuario, y 

realizaba una llamada un programa escrito en 

lenguaje C++. Este programa era un algoritmo 

genético generacional en donde el número de 

individuos y generaciones eran definidos por el 

usuario. La representación del genotipo fue 

basada en números binarios de nueve bits. Cada 

conjunto de bits representaba a un peso de la red 

neuronal que se mapeaba a un valor de -1.0 a 1.0, 

con una resolución de 0.00390625. En cada 

cadena de representación de los pesos, los ocho 

bits menos significativos correspondían al valor 

numérico, mientras que el bit más significativo 

era el signo. En donde el 0.0 correspondía a un 

valor positivo y 1.0 que correspondía a un valor 

negativo. 

El algoritmo genético estaba basado en 

los operadores: selección, cruza, mutación, 

elitismo y sustitución. El operador de selección 

operaba mediante torneo. Es decir, se 

seleccionaba un par de individuos candidatos 

potenciales al azar entre el conjunto de padres. 

Se comparaban sus puntajes de aptitud y el mejor 

se utilizaba para recombinar su genotipo y crear 

los individuos de la siguiente generación. 

El operador de cruza utilizó un punto fijo 

que se calcula al inicio del algoritmo y se 

encontraba la mitad de la cadena de bits que 

representan a los genotipos de los individuos. 

Para generar a un hijo se utilizaron dos padres 

tomados mediante el operador de selección. 

La mutación fue un valor por default del 

2% del total de bits en la representación 

cromosómica de la población. Pero puedía ser 

modificado por el usuario en la interfaz a través 

de un coeficiente de mutación. Al tener 

representación binaria en el genotipo de los 

individuos, el operador aplicaba la operación 

binaria de negación con la finalidad de 

intercambiar el valor del bit seleccionado 

aleatoriamente. 

El elitismo buscaba y conservaba al 

mejor individuo de la generación presente. Esto 

con la intención de salvaguardar óptimos 

locales. Finalmente, la sustitución eligía hasta un 

20% de individuos de la generación previa 

elegidos aleatoriamente para conservarlos en la 

nueva generación.    

El resto de los individuos corresponden a 

los hijos generados y al individuo salvaguardado 

mediante el operador de elitismo. 

Existía tres topologías de redes 

neuronales con arquitectura feedforward que 

puedían ser optimizadas como controladores 

neuronales: red de dos capas, red con capa 

media, red con capa media y conexiones directas 

entre las unidades de entrada y las de salida (ver 

figura 4). Todas las redes utilizaban una función 

de salida senoidal.  

Figura 4 Configuraciones de redes neuronales artificiales 

que son posibles de optimizar mediante SORNA 
Fuente: Elaboración Propia 

Una vez optimizada la red neuronal 

seleccionada, el programa calculaba el aporte de 

los pesos en forma de función de transferencia 

para cada salida. Dicho valor se imprime en un 

archivo de texto y corresponde a un equivalente 

a un controlador proporcional aplicable a una 

función de transferencia calculada bajo la 

técnica de Boza y Carvalho (2011). 

Dentro de las funciones de la interfaz 

creada con Matlab (ver figura 5), se graficaba 

como salida las curvas de evolución del sistema 

mostrando el mejor individuo, el promedio del 

puntaje de calidad y al peor de los individuos en 

cada generación. También se imprimían los 

pesos sinápticos sde la mejor red neuronal 

artificial del proceso evolutivo. 

Figura 5 SORNA en funcionamiento 
Fuente: Elaboración Propia 
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La comunicación en el software 

funcionaba a través de la configuración de 

archivos que eran accesibles tanto por la interfaz 

como por el programa en C++. Además de un 

archivo llamado "base.txt" que debía ser 

proporcionado por el usuario y que contiene la 

base de datos para la optimización. El programa 

en C++ imprimía archivos con los datos del 

paisaje de calidad con los mejores individuos, 

promedio de individuos y peor individuos por 

cada generación. También devolvía el valor de la 

función de transferencia de la red neuronal 

artificial equivalente a un controlador del tipo 

proporcional. 

Finalmente, la interfaz contaba con un 

botón de comprobación, que permite conocer 

cuantos aciertos y errores tiene la red neuronal 

optimizada a partir de una división de la base 

proporcionada por el usurario a través del 

archivo de texto. Esta división es definida por el 

usuario, aunque por default SORNA toma el 

70% de la base para entrenamiento y el 30% para 

validación. El funcionamiento del verficador 

también se hizo a través de archivos de texto para 

la comunicación entre la interfaz en Matlab y el 

core del cálculo de la salida de la red en 

programado en lenguaje C++. 

Metodología 

Para probar el funcionamiento del proceso 

evolutivo artificial de SORNA, se diseñó un 

entorno de pruebas con tres diferentes bases de 

datos: Iris, Ionósfera y Control de Consumo de 

Energía (CCE). La base de datos Iris (Dua y 

Taniskidoy, 2017) es una fuente reconocida de 

pruebas para algoritmos y software de 

clasificación (Kotsiantis y Pintelas, 2005), 

(Fisher y Poland, 2005). Consta de 150 

instancias, 4 atributos, 1 clase y 3 valores 

posibles de clase. Se trata de una base que refleja 

información sobre tres variedades de flores. Los 

atributos son numéricos y la clase es nominal 

con tres valores posibles. La intención de porbar 

esta base fue contar con un caso probado de éxito 

de clasificación mediante redes neuronales 

artificiales. 

Por otro lado, la base de datos Ionósfera 

(Dua y Taniskidoy, 2017) cuenta con 351 

instancias, 34 atributos, 1 clase y 2 valores de 

clase. Los valores de los atributos son numéricos 

contínuos y la clase es nominal binaria.  

Con esta base se pretendía verificar que 

SORNA funciona con bases de datos que cuenten 

con múltiples de atributos de entrada. 

Finalmente, la base de datos de CCE 

estaba constituida por 4 atributos de entrada, 1 

salida con 2 valores posibles de clase y un total 

de 82 instancias. Se trataba de una base de datos 

creada para la solución de un problema de ahorro 

energético en la Universidad Veracruzana. El 

propósito fue probar SORNA en un entorno de 

control inteligente. 

En todos los casos, las bases de datos se 

dividieron en 70% de las instancias para 

entrenamiento y 30% para validación. Se 

crearon 180 procesos evolutivos diferentes para 

cada base. Es decir, se replicó 60 veces cada 

proceso de optimización en las configuraciones 

dos capas, tres capas y conexiones directas para 

cada base de datos. 

Para la validación se utilizó al mejor 

individuo de cada proceso evolutivo y se midió 

el número de ejemplos bien clasificados para 

calcular el promedio del porcentaje de aciertos 

y el error estándar. Se compararon los 

promedios de las diferentes topologías en cada 

base de datos para verificar el buen accionar del 

proceso evolutivo y de la representación 

computacional de las redes neuronales 

artificiales que constituyen a SORNA.  

Resultados 

En el caso de la base de datos Iris (ver figura 6), 

el mayor porcentaje de clasificación correcta 

correspondío a la red de dos capas (90% con un 

error estándar de 5.4), seguido por la red de tres 

capas (85% con error estándar de 8.7), y la red 

de conexiones directas (81% con error estándar 

de 9). 

Figura 6 Promedio y error estándar base Iris 
Fuente: Elaboración Propia 
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 Para la base de datos Ionósfera (ver 

figura 7), el mayor porcentaje de clasificación 

correspondío a la red de tres capas (86% con 

error estándar de 5), seguida por la red de 

conexiones directas (80% con error estándar de 

7) y la red de dos capas (79% con error estándar 

de 12). 

 

 
 

Figura 7 Promedio y error estándar base Ionósfera 
Fuente: Elaboración Propia 

 

 Por último, para la base de datos CCE 

(ver figura 8) la red de dos capas (87% con error 

estándar de 4) tuvo porcentaje similar a la red de 

tres capas (87% con error estándar de 8), 

mientras que la red de conexiones directas tuvo 

el rendimiento más bajo (75% con error estándar 

de 12). 
 

 
 

Figura 8 Promedio y error estándar base CCE 
Fuente: Elaboración Propia 

 

Discusión 

 

Los neurocontroladores tienen la capacidad para 

adaptarse a diferentes circunstancias y a 

entornos dinámicos, por ello la investigación en 

el campo es importante (Goyal, Deolia, y 

Sharma, 2015). SORNA ofrece la posibilidad de 

construcción de neurocontroladoes para ser 

aplicados a sistemas de control mediante las 

técnicas de control inteligente (Yuce et al., 

2014).  

 

 Es decir, se trata de un esfuerzo por 

fusionar técnicas de control clásico con técnicas 

de control moderno (Pan, Yeh, Chen, Lin y 

Tseng, 2008). Por ello, el sistema también brinda 

un equivalente de un controlador proporcional 

para redes neuronales de dos capas, tres capas y 

de tres capas con conexiones directas entre la 

capa de entrada y la de salida.  

 

 El funcionamiento fue comprobado 

mediante la experimentación de las bases de 

datos. En todos los casos, SORNA devuelve 

valores de clasificación superiores al 75% de 

ejemplos bien clasificados en la parte de la 

validación. Esto prueba el correcto 

funcionamiento de los motores de búsqueda 

mediante el algoritmo genético y de la 

construcción de las redes probadas. 

 

 Mediante los resultados se muestra que 

para la base de datos Iris, con 240 instancias y 4 

atributos, una red neuronal de arquitectura más 

sencilla es la que mejores resultados presentó. 

Esto es consecuencia del espacio de soluciones a 

explorar y su complejidad. La cantidad de pesos 

que se deben ajustar en una red neuronal de dos 

capas es menor a la configuración de tres capas 

o la de con capa media con conexión directa 

entre las capas de salida y entrada. Esto impacta 

a la complejidad del espacio de soluciones que, 

al ser explorado por un AG, requiere un menor 

esfuerzo computacional para obtener buenos 

resultados. 

 

 Otro factor importante es la cantidad de 

atributos en la base de datos. Las que contienen 

más atributos tienen una dimensionalidad mayor 

(una dimensión por cada variable de entrada o 

atributo). Por su parte, la cantidad de clases 

también puede generar un problema de 

dimensiona en el espacio de búsqueda. Si los 

espacios son convergentes, el algoritmo genético 

tiene la capacidad de encontrar soluciones 

adecuadas. Pero si los espacios son divergentes, 

se necesitan otras técnicas como la división de 

una red neuronal en varias (modularidad). Otra 

posibilidad es utilizar otros algoritmos del 

cómputo evolutivo para optimización 

multiobjetivo (Aldana, 2017). 

 

 En términos de los sistemas de control 

inteligente, la gran mayoría de los sistemas 

retroalimentados son una entrada y una salida.  
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Ello implica que los neurocontroladores 

son del tipo dos entradas una salida. En donde 

una de las entradas es señal de corrección y la 

otra es la retroalimentación. Mientras que la 

salida representa a la señal de corrección de la 

planta. 

Esto quiere decir que los sistemas tienen 

una dimensionalidad reducida respecto a 

entradas y salidas. Las bases de datos resultantes 

tendrán dos atributos y una clase, con un número 

determinado de instancias. Algo similar al lo que 

sucede con la base de datos Iris. Por lo que la 

prueba con esta base demuestra que el sistma de 

optimización de RNAs (SORNA) es aplicable a 

casos de control inteligente. 

Aunque los sistemas tradicionales bajo el 

enfoque de los sistemas de control son de una 

entrada y una salida, también es cierto que es 

posible agregar más entradas. Ese es el espíritu 

con el que nacció la rama de control inteligente. 

Estas entradas pueden contener información de 

las condiciones externas e internas de los 

sistemas, incluyendo las condiciones de error y 

retroalimentación. Esto implica que el sistema 

SORNA debe ser capaz de manejar bases de 

datos con más de dos atributos de entrada. 

Esa fue la razón para probar la base de 

datos Ionosfera. Con ella la red con capa media 

resulta la mejor solución en este caso. La razón 

de esto tiene que ver nuevamente con la 

complejidad del espacio de soluciones. Una 

estructura sencilla, como la de una red de dos 

capas, no es capaz de brindar una solución lo 

suficientemente robusta. Pero tampoco una 

herramienta con gran capacidad de 

discriminación como la red con capa media y las 

conexiones directas. 

Así, un sistema de complejidad media 

resulta la mejor opción. La complejidad máxima 

de la topología de la red puede ser ocupada para 

problemas con un mayor número de instancias, 

con un mayor número de clases, o con un mayor 

número de atributos (Sheng, Tu, y Luo, 2014). 

Otra característica importante en el 

diseño de nuerocontroladores es la reactividad 

necesaria del sistema (Rahimi y Nazemizadeh 

2014). Un sistema que requiere actuar en 

consecuencia del error y de la señal de 

retroalimentación, necesita un mayor grado de 

reactividad. Esto se representa con una red 

neuronal de dos capas. 

Por otro lado, los sistemas de control más 

deliberativos requieren de topologías con mayor 

capacidad de discriminación. Lo cual ocurre con 

redes neuronales en las cuales se agregan capas 

medias, conexiones recurrentes o conexiones 

directas entre capas de entrada y salida ante la 

presencia de capas medias. 

Esto puede tener un simil con las 

capacidades de toma de decisión de lo humanos 

y sus sistemas nerviosos. Cuando una persona 

requiere de habilidades como los reflejos, el 

sistema nervioso utiliza menos recursos para 

procesar la información (Palacios-Leyva, 

Aldana-Franco, Lara-Guzmán y 

Montes_González, 2018). Pero para procesos 

más complejos, en donde se requiere de un 

mayor procesamiento de la información, el 

cerebro utiliza diferentes regiones. 

El uso de la base de datos para el control 

de un sistema energetico, tuvo la finalidad de 

modelar un grupo de situaciones que se viven en 

un entorno domónito. Se trata de una base que 

mezcla la información del estado de sensores de 

viento, radiación solar, estado de una batería y 

consumo energético. Con ella se pueden 

construir sistemas inteligentes mediante 

diferentes herramientas, como la lógica difusa, 

los clasificadores basados en reglas, las redes 

bayesianas, los árboles de decisión o las redes 

neuronales artificiales. Así, esta base de datos es 

la más importante para el funcionamiento de 

SORNA, ya que representa una aplicación real de 

las redes neuronales y su optimización.  

En otras palabras, mediante los 

resultados de esta base de datos es posible 

afirmar que el funcionamiento del software de 

optimización de redes neuronales funciona para 

los propósitos que fue creado en la rama del 

control inteligente.  

El equivalente de las redes neuronales 

artificiales optimizadas por SORNA puede ser 

utilizado para realizar análisis de control clásico. 

Lo que puede facilitar el proceso de diseño de los 

neurocontroladores (Kumar, Gaur, y Mittal, 

2014). 

Finalmente, una de las herramientas a 

favor de SORNA es el uso de un algoritmo 

genético generacional.  
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Los algoritmos evolutivos brindan la 

posibilidad de acelerar las búsquedas en espacios 

de soluciones en muchos campos de la 

optimización y la inteligencia artificial. Esto 

mismo sucede con las redes neuronales 

artificiales. Un AG brinda la posibilidad de 

búsuqeda en múltiples puntos, lo cual la 

principal ventaja respecto a algoritmos como 

retropropagación del error. 

Conclusiones 

El software de optimización SORNA es un 

esfuerzo por combinar técnicas de control 

clásico con control inteligente. Para ello mezcla 

el poder de procesamiento de datos y cálculo 

numérico del lenguaje C++, con las 

características de manejo de gráficas de Matlab. 

Lo que se traduce en un sistema robusto 

para la optimización de neurocontroladores, y en 

general para RNAs. El sistema de optimización 

utiliza una técnica de ajuste de pesos que resulta 

más poderosa que los algoritmos tradicionales 

como retropropagación. Es una exploración del 

espacio de búsqueda en múltiples puntos, lo que 

aumenta la posibilidad de encontrar óptimos. El 

sistema también utiliza una técnica matemática 

para calcular un equivalente de una RNA a un 

controlador proporcional. La utilidad de ello se 

encuentra en el análisis de los sistemas de 

control desde el enfoque de la teoría clásica.  

Las bases de datos probadas dan 

certidumbre de la capacidad del software creado. 

Se probaron espacios de búsqueda sencillos y 

complejos. Cada uno se ajusta a los tres tipos de 

arquitecturas de redes neuronales artificiales que 

se pueden optimizar. El modelo más sencillo de 

red neuronal corresponde a redes de dos capas. 

El más complejo es el modelo de tres capas con 

conexiones directas entre la entrada y la salida.  

La complejidad de los modelos no sólo 

está en función de la morfología de la red, 

también es producto del espacio de soluciones 

que se debe explorar. Entre más complejo es el 

espacio, mayor es el desafío del algoritmo de 

ajuste de pesos. Este tipo de software trata de 

contribuir en el proceso de estandarización para 

el diseño de una de las herramientas de 

inteligencia Artificial más populares. A su vez, 

representa un esfuerzo por brindar certeza 

matemática a las redes neuronales artificiales 

mediante el análisis proporcionado por los 

métodos del control clásico.  

Y finalmente, también representa una 

plataforma segura y confiable para el desarrollo 

de controladores inteligentes, particularmente 

ante la creciente demanda de los mismos dadas 

las aplicacionesa de Industria 4.0. 

Dentro del trabajo futuro se encuentra la 

posibilidad de incluir nuevos modelos de redes 

neuronales artificiales, inclusive modelos 

modulares. También es posible incluir otro tipo 

de algoritmo del cómputo evolutivo, con la 

finalidad de tener mayor variedad en la búsqueda 

computacional. Otra posibilidad es la de incluir 

una interfaz gráfica que permita dibujar la red 

neuronal y optimizarla. 
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