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Resumen

Los gréaficos de control son una herramienta importante
en el control de procesos estadistico para mejorar la
calidad de los productos mediante estabilidad y
reduccion de la variabilidad. Los patrones no naturales
en los graficos de control suponen que existe una causa
asignable que afecta al proceso y que se deben tomar
acciones para solucionar el problema. Debido a su
capacidad y rapidez de reconocimiento, las redes
neuronales proporcionan gran rendimiento para
reconocer tendencias en los procesos. En este articulo,
se describe un modelo de red neuronal para el
reconocimiento de patrones en graficos de control. Los
resultados sefialan una configuracion de red que lleva a
una buena calidad de reconocimiento.

Perceptron multicapa, Retropropagacion,
Reconocimiento de patrones de gréaficos de control

Abstract

Control charts are an important tool in statistical process
control to improve product quality through stability and
variability reduction. Unnatural patterns in control
charts assume that there is an assignable cause that
affects the process and that actions must be taken to
solve the problem. Because of their ability and speed of
recognition, neural networks provide great performance
to recognize process trends. In this paper, we describe a
neural network model for pattern recognition in control
charts. The results indicate a network configuration
leading to good recognition quality.

Backpropagation, control chart pattern recognition,
multilayered perceptron
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Introduccion

El Control estadistico de Procesos (CEP), es un
concepto que esta ligado con la calidad, es una
herramienta que muestra el estado de un
proceso de transformacién en términos
estadisticos, lo cual permite monitorear y
establecer parametros para su mejor control,
ademas es util para conseguir estabilidad y
mejorar la capacidad del proceso mediante la
reduccion de variabilidad [1]. Los graficos de
control son elaborados a partir de los valores
medidos de muestras tomadas del proceso, los
graficos son una herramienta que se utiliza
para analizar datos estadisticos de manera
sofisticada, muestran la cantidad y la
naturaleza de la variacion de un proceso,
indican el control estadistico o la falta de él y
permiten la interpretacion y deteccion de
patrones de cambio en el proceso de estudio
[2]. El reconocimiento exacto y rapido de los
patrones de cambio en gréficos de control es
esencial para mantener productos de alta
calidad.

Varios enfoques se han propuesto para
el reconocimiento de patrones en graficos de
control, incluidos sistemas basados en reglas
[3], sistemas expertos [4] y con redes
neuronales artificiales [5-19]. La ventaja de un
sistema experto o basado en reglas es que
contiene la informacién explicitamente, si es
necesario, las reglas pueden ser modificadas y
actualizadas facilmente, sin embargo, el uso de
las reglas basadas en propiedades estadisticas
tiene la dificultad de que pueden derivar en
propiedades estadisticas similares para algunos
patrones de diferentes clases, 1o que puede
crear problemas de reconocimiento incorrecto.

Las redes neuronales artificiales han
sido ampliamente  aplicadas en el
reconocimiento de patrones.
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Estas redes han demostrado ser buenas
alternativas a los sistemas tradicionales de
reconocimiento de patrones en graficos de
control, debido a sus caracteristicas para
generalizar, su facilidad de implementacion y
la capacidad de manejar medidas ruidosas que
no requieren ninguna suposicion acerca de la
distribucion  estadistica de los datos
monitorizados.

La mayoria de los investigadores han
utilizado redes neuronales artificiales
supervisadas, tales como perceptron multicapa
(MLP), funcién de base radial (RBF) [20] y
cuantificacion del vector de aprendizaje
(LVQ) [21] para clasificar diferentes tipos de
patrones en graficos de control. EIl perceptron
multicapa, con algoritmo de aprendizaje de
retro propagacion, es quizas el modelo de red
neuronal mas utilizado, siendo facil de
entender y de implementar. Algunos otros
investigadores han utilizado fuzzy clustering
[22] para el reconocimiento de patrones. Un
clasificador basado en &rbol de decisiones
(DT) [23] también es popular para el problema
del reconocimiento de patrones en gréaficos de
control. Para el aprendizaje de redes
neuronales, es necesario encontrar un
algoritmo que aprenda bien y rapidamente.
Hay algunas comparaciones disponibles en la
literatura, pero no dan un concepto preciso
para determinar si un algoritmo es mejor para
una aplicacion especifica.

Este articulo describe una red neuronal
artificial multicapa para identificar situaciones
fuera de control en gréficos de control con el
fin de mejorar la capacidad de deteccion de
patrones. La red esta entrenada para diferentes
estructuras y se han evaluado varias reglas de
aprendizaje usadas para ajustar los pesos de la
red neuronal. Se conserva la mejor
configuracién y el algoritmo mas preciso.
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En resto del articulo esta organizado en
5 secciones. En la Seccion 2, se presenta una
breve revision del perceptrén multicapa MLP
y el algoritmo para su entrenamiento. En la
Seccion 3 se muestra la aplicacion de MLP al
problema de reconocimiento de patrones en
graficos de control. Los resultados obtenidos
con datos obtenidos de la replicacion de
registros de una empresa alimentaria se
presentan en la Seccion 4. En la Seccion 5 se
encuentran las conclusiones de este trabajo.
Las referencias utilizadas estan al final del
presente articulo.

Perceptron Multicapa (MLP)

Como se muestra en la Figura 1, MLP consta
de tres tipos de capas: una capa de entrada, una
capa de salida y una o més capas ocultas. Las
neuronas en la capa de entrada actlan
solamente como reguladores para distribuir la
sefial de entrada x; a las neuronas en la capa
oculta. Cada neurona j en la capa oculta afiade
sus sefiales de entrada x; después de
multiplicarlas por las resistencias de los
respectivos pesos de conexion wj; y calcula su
salida y; como una funcion de la suma, es
decir;

i = f 2(wjix;)
1)

f es generalmente una funcion tangente
sigmoidal o hiperbdlica. Las salidas de las
neuronas en la capa de salida se calculan de
manera similar.

El entrenamiento de una red consiste en
ajustar sus pesos usando un algoritmo de
entrenamiento. El algoritmo de entrenamiento
adoptado en este estudio optimiza los pesos
intentando minimizar la suma de las
diferencias cuadradas entre los valores
deseados y reales de las neuronas de salida, es
decir;
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E =330~ %)
(2)

Donde y,; es el valor deseado de la
neurona de salida j y y; es la salida real de esa
neurona.

Direccién de célculo (hacia atrés)

h

Capa Oculta

€ de Salid
(Una o mas) SpaCeacs

Capa de entrada

wmo_m"ﬂ':!ml

Direccién de célculo (adelante)

Figura 1 Estructura basica de un perceptron multicapa

Cada peso wj; se ajusta afiadieno un
incremento w;; a él. wj; se selecciona para
reducir E tan rapidamente como sea posible. El
ajuste se realiza a lo largo de varias iteraciones
de entrenamiento hata que se obtiene un valor
satisfactorio pequefio de E o se alcanza un
numero dado de iteraciones. La forma en que
w;; se calcula depende del algoritmo de
entrenamiento  adoptado. El  algoritmo
adoptado en este trabajo se describe
brevemente a continuacion.

Algoritmo de
“Backpropagation” (BP)

Retropropagacién

El algoritmo de retropropagacion (BP) da el
cambio Awj; (k) en el peso de la conexion entre
las neuronas i y j en la iteracion k como

SE
Swji(k)

(3)
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Donde «a corresponde al coeficiente de
aprendizaje, u el coeficiente de momento y
Awj;(k — 1) el cambio de peso en la iteracion
inmediata anterior.

El entrenamiento de un MLP por BP
implica presentarlo secuencialmente con todas
las tuplas de entrenamiento. Las diferencias
entre la salida objetivo y, (k) y la salida real
y(k) del MLP se propagan de nuevo a través
de la red para adaptar sus pesos. Una iteracion
de entrenamiento se completa después de que
una tupla en el conjunto de entrenamiento ha
sido presentada a la red y los pesos
actualizados.

Reconocimiento de Patrones en gréaficos de
control

En este trabajo, se usa un MLP para
reconocimiento de patrones en graficos de
control. Los gréficos de control se utilizan para
supervisar el comportamiento de un proceso.
La Figura 2 muestra los 6 tipos principales de
patrones que se pueden observar en un gréfico
de control: normal (NR), ciclico (CC),
desplazamiento hacia abajo (DS),
desplazamiento hacia arriba (US), tendencia
creciente (UT) y tendencia decreciente (DT).
Todos los patrones, excepto el patrén normal,
indican que el proceso que se esta
monitoreando no esta  funcionando
correctamente y requiere ajuste.

Para este trabajo, los patrones de los
seis diferentes tipos fueron generados
replicando datos registrados de una empresa
alimentaria, obtenidos en un estudio para ver
el estado de control de sus procesos. Cada
patrén se tomo6 como una serie de tiempo de 24
datos. Cuatrocientos veinte patrones, 70 de
cada tipo se generaron en total. Doscientos
cuarenta patrones se utilizaron para la
formacion  del clasificador  perceptrén
multicapa y el resto para la prueba del
clasificador entrenado.
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Figura 2 Patrones bésicos en gréaficos de control: (a)
Patron normal, (b) Patron Ciclico, (c¢) Tendencia
decreciente, (d)  Tendencia  creciente, (e)
Desplazamiento hacia abajo, (f) Desplazamiento hacia
arriba

Antes de que los datos fueran
presentados a la red, se implementaron dos
etapas de preprocesamiento de datos:
normalizacion y codificacion. La
normalizacion es un  proceso  de
transformacion lineal: a través del cual la
variable de datos brutos X se transforma en una
nueva variable Z, es decir;

z(t) = (x(t) —w)/o
4)

La variable z(t) seguira una
distribucién normal estandar con una media
cero y una desviacion estandar de la unidad
siempre que x(t) siga una distribucion normal.

El proceso de normalizacion reduce los
datos a un rango constante, aproximadamente
[-3, +3], independientemente de los valores
que tomaron los datos antes de la
normalizacion. Esta  transformacion  es
necesaria porque una red neuronal entrenada
sOlo puede aceptar un cierto rango de datos de
entrada.
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Un proceso de codificacion se
implement6 después de la normalizacion para
reducir el efecto del ruido en los datos de
entrada antes de que los datos fueran
presentados a la red. El esquema de
codificacion funciona como una operacion de
suavizado para filtrar las pequefias variaciones
aleatorias mientras se conservan las
caracteristicas principales de los datos. Esta
codificacion permitié que la convergencia se
produjera mas facilmente.

Cada red tenia 24 neuronas de entrada,
una para cada dato en la serie temporal y 6
neuronas de salida, una para cada tipo de
patron de grafico de control. La tabla 1
representa los patrones de graficos de control y
la representacion de las salidas de la red
neuronal deseadas.

La estructura del clasificador propuesto
se muestra en la Figura 3. Se observa que este
sistema se compone de una capa oculta de tres
neuronas. EI nimero de capas ocultas fue
elegido ya que se habia encontrado adecuado
para la mayoria de los problemas de
clasificacion.

El clasificador fue entrenado utilizando
el algoritmo BP. Los valores de los pardmetros
de entrenamiento adoptados para los
algoritmos se determinaron empiricamente.
Fueron los siguientes: para BP a =09y u =
0.5.

Clase | Descripcion Salida de la Red
neuronal

1 Tendencia 1 |0(0f0Of0O|O
creciente (UT)

2 Tendencia 0O |(1]0(0|0|O
decreciente (DT)

3 Normal (NR) 0 (0j1(0|0|O

4 Ciclico (CC) 0 |0|j0|1]0]0

5 Desplazamien-to [0 [0 |0 |0 |10
hacia arriba (US)

6 Desplazamien-to [0 [0 |0 |0 |0 |1
hacia abajo (DS)

Tabla 1 Patrones de gréaficos de control y representacion
de las salidas deseadas de la red neuronal
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Se registrd el nimero de iteraciones de
entrenamiento requeridas para lograr el valor
de E. El criterio de parada real empleado fue la
suma de los cuadrados del error, que se define
como:

. N\ 2
$s8 = 2t 204 - 57)
®)

Donde N es el niumero de salidas y M
es el numero de patrones en el conjunto de
entrenamiento. El clasificador fue entrenado
hasta que se definid el nimero de iteraciones
fijado en 1000.

Figura 3 Estructura del clasificador propuesto
Resultados

Para el estudio, se utilizo el 60% de los datos
para la formacion del clasificador y el resto
para la prueba. La manera tipica de evaluar la
tasa de rendimiento es elegir un conjunto de
pruebas independiente del conjunto de
entrenamiento para clasificar sus elementos,
contar los elementos que se han clasificado
correctamente y dividir por el tamafio del
conjunto de pruebas.
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La proporcién de elementos del
conjunto de pruebas que clasifican
correctamente del total de elementos estima el
rendimiento del clasificador para cada patron.
Los resultados preliminares se pueden apreciar
en la Tabla 2, como puede observarse el
clasificador reconoce los seis tipos de patrones
con una media de precision de 94.445%.

Clase | Descripcién Precision
de clasificacion
(%)
1 Tendencia creciente | 96.67
(UT)
2 Tendencia 93.33
decreciente (DT)
3 Normal (NR) 96.67
4 Ciclico (CC) 90.00
5 Desplazamiento 93.33
hacia arriba (US)
6 Desplazamiento 96.67
hacia abajo (DS)

Tabla 2 Precisién de Reconocimiento del clasificador

Los valores en la matriz diagonal de
confusion muestran el desempefio correcto del
clasificador para cada patron. Estos valores
muestran que varios de los patrones
considerados son reconocidos correctamente.
Por ejemplo, en la primera fila de la matriz, en
la Tabla 3, el valor 96.67% muestra el
porcentaje de reconocimiento correcto del
patron de tendencia creciente y el valor 3.33%
muestra que este tipo de patrén se reconoce
errobneamente con el patron de desplazamiento
hacia arriba.

uT DT NR CC us DS

UT | 96.67 | 0 0 0 333 |0

DT | 0 9333 | 0 0 0 6.67

NR | O 0 96.67 | 3.33 |0 0

CC | 333 |333 (333 |90 |0 0

US | 667 |0 0 0 9333 | 0

DS 3.33 96.6
7

Tabla 3 Matriz de confusion del clasificador (%)
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Conclusiones

Los graficos de control son importantes
herramientas estadisticas de control de
procesos para determinar Si un proceso se
ejecuta en su modo deseado o existe presencia
de patrones no naturales al proceso. Este
estudio abordd el disefio de un clasificador
para el reconocimiento de patrones en graficos
de control. Se propone un clasificador MLP
(perceptron multicapa) que se compone de una
capa oculta con tres neuronas, entrenado con el
algoritmo de retropropagacion para el
reconocimiento de los seis patrones basicos en
graficos de control. La complejidad de este
clasificador propuesto es menor a otras obras
no obstante la precision mas alta obtenida de
manera preliminar es de 96.67%.

Con el fin de aumentar la precision de
clasificacion se plantea una optimizacion de la
estructura de la red neuronal, la integracion
con otras técnicas que permitan un mejor
razonamiento de la red neuronal en la etapa del
entrenamiento  asi como una  mejor
clasificacion de los elementos a clasificar. Es
posible combinar el modelo propuesto con
otras redes neuronales o sistemas expertos para
inferir las causas relevantes de las variaciones
y facilitar el control automatico de la calidad.
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