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Resumen

En la actualidad hay una gran cantidad de datos
relacionados con los sistemas médicos y se cuenta con
métodos eficientes para encontrar la informacion
apropiada, que ayude a relacionar dicha informacion, en la
elaboracion de un pre diagndstico o diagnéstico médico de
diferentes tipos de enfermedades. La mineria de datos es
una de las mejores soluciones para este proposito. En este
trabajo se presenta un estudio sobre la aplicacion de un
modelo de aprendizaje supervisado de mineria de datos,
para la prediccion de pacientes con diabetes, considerando
varias variables que representan factores de riesgo para el
padecimiento de dicha enfermedad. El modelo se
construyé con los métodos de clasificacion mas conocidos
como, las redes bayesianas, las maquinas de soporte
vectorial, los métodos de potenciacion entre otros. Estos
métodos fueron calibrados con los parametros que
permitia el modelo en la plataforma de desarrollo R, a
través de la técnica denominada cross-validation.

Mineria de datos, Aprendizaje supervisado, diabetes

Abstract

Today there is a large amount of data related to medical
systems and efficient methods are available to find the
appropriate information, which helps to relate this
information, in the preparation of a prediagnosis or
medical diagnosis of different types of diseases. Data
mining is one of the best solutions for this purpose. This
paper presents a study on the application of a supervised
learning model of data mining, for the prediction of
patients with diabetes, considering several variables that
represent risk factors for the suffering of said disease. The
model was built with the best known classification
methods, such as Bayesian networks, support vector
machines, Ada Boost methods among others. These
methods were calibrated with the parameters allowed by
the model in the R development platform, through the
technique called cross-validation.
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Introduccion

Cada vez es més comun, encontrar en las
organizaciones aplicaciones de mineria de datos
utilizadas para el andlisis de la informacion.
Debido a las grandes ventajas, que esta
tecnologia ofrece, en diversas areas, las
relacionadas con el cuidado de la salud también
han optado por su implementacion. En el analisis
de datos médicos hay una gran cantidad de datos
involucrados, incluidos los registros médicos de
los pacientes, los historiales clinicos e incluso
detalles personales de cada uno de ellos.

Con esta informacién, las técnicas de
mineria de datos ayudan a analizar de manera
detallada, los bancos de datos existentes, y
mediante  analisis  estadisticos, se han
identificado factores de riesgo que estan
asociados con enfermedades cardiovasculares
como la diabetes, entre los cuales se encuentran:
la edad, la presion arterial, el colesterol, la
hipertensién, y los antecedentes familiares.
Todos estos estudios ayudan al profesional de la
salud a identificar si en un paciente existe riesgo
de enfermedad, apoyandose en diferentes
técnicas de mineria de datos para obtener una
mayor precision en el prediagnéstico y
diagnostico de este tipo de enfermedades.

La diabetes es considerada un problema de
salud publica mundial y estd considerada la
principal causa de muerte ligada a enfermedades
cardiovasculares. En México el aumento de la
masa grasa, manifestada en exceso de peso
(sobrepeso 'y obesidad) es el problema
nutricional mas frecuente en la poblacién.

El Gobierno ha respondido a este grave
problema de salud, con el desarrollo y puesta en
marcha de una politica nacional de prevencion
de obesidad y sus comorbilidades denominada:
Estrategia Nacional para el Control y la
Prevencién del Sobrepeso, la Obesidad y la
Diabetes. Como base de la evaluacion de ésta
estrategia, para el control la prevencion del
sobrepeso, la obesidad y la diabetes se realiz6 la
Encuesta Nacional de Salud y Nutricion de
Medio Camino 2016, enfocada primordialmente
a aportar informacion que permita conocer la
magnitud, distribucion 'y tendencias del
sobrepeso, la obesidad y las enfermedades
cronicas relacionadas con la nutricion y la
evolucion de los factores de riesgo.
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Los datos de esta encuesta de salud, fueron
tomados para la evaluacion del modelo
predictivo de mineria de datos evaluado en este
trabajo.

Factores de riesgo de la diabetes.

La Asociacion Americana de la Diabetes
(American Diabetes Association, ADA) ha
recomendado pautas para la deteccion de la
diabetes y recomienda que se realicen analisis
las personas con un indice de masa corporal
superior a 23 en las mujeres y 25 en los varones,
independientemente de su edad, y que tengan
factores de riesgo adicionales, como presion
arterial, colesterol, antecedentes de
enfermedades cardiacas y parientes cercanos con
diabetes. Las personas mayores de 45 afios, con
controles cada tres afios a partir de entonces [2].

El riesgo relativo de padecer diabetes es de
3.5 para los descendientes familiares de primer
grado de personas con esa enfermedad y de 6.1
cuando lo son ambos progenitores. En el caso del
sobrepeso y la obesidad aumentan el riesgo de
padecer diabetes tipo 2, ya que esto provoca que
las células del cuerpo se vuelvan resistentes a la
insulina y estas no puedan bajar los niveles de
glucosa. El tejido adiposo no sélo actia como
almacén de moléculas grasas, sino que sintetiza
y libera a la sangre numerosas hormonas
relacionadas con el metabolismo y la regulacion
de la ingesta [21].

En relacion al colesterol, las moléculas
involucradas en la fase temprana del desarrollo
de la ateroesclerosis, son las lipoproteinas de
baja densidad (LDL), las mayores moléculas
transportadoras de colesterol en la sangre. El
incremento en las lipoproteinas, esta asociado a
un aumento en el riesgo de muerte por
enfermedad cardiovascular [5].

Modelos de aprendizaje supervisado

El objetivo de un modelo general de aprendizaje
supervisado es, dado un conjunto de registros,
(cada registro contiene una o varias variables
predictoras y una variable de clase llamada
variable a predecir), encontrar la clase a la cual
perteneceria cada registro con el mayor grado de
precision posible [6],[13].
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Existe un enfoque, de aprendizaje
supervisado denominado uno-fuera (Leave-one-
out cross-validation), que implica separar los
datos de manera que para cada iteracion se tenga
solo un registro de pruebay el resto de los datos
para entrenamiento, calculando el error con el
promedio de errores cometidos, y aunque con
este enfoque la estimacion del error es mucho
mas estable, y no tiende de a sobre estimarse,
tiene una desventaja considerable, y es que, el
tiempo de ejecucion es muy alto ya que se tiene
que construir el modelo n veces n dependiendo
de la cantidad de registros considerados para la
evaluacion [25].

El método general de un modelo
predictivo es trabajar con el enfoque (validation
test aproach) tabla de aprendizaje y tabla de
testing, este modelo, se basa en dividir al azar un
conjunto de datos en dos tablas, una tabla de
aprendizaje y una tabla de prueba o testing. En
la tabla de aprendizaje, esta la historia general de
los datos, donde se entrena el modelo aplicando
algun algoritmo de clasificacion, este modelo se
aplica a la tabla de prueba con parte de la
informacion, que se utiliza para evaluar la
calidad los resultados obtenidos del modelo. Los
dos problemas principales a los que se enfrenta
este enfoque son, que la estimacién del error
tiende a ser muy variable dependiendo de cuales
datos se quedaron en la tabla de aprendizaje y
cuales en la tabla de testing. Ademas de que el
error tiende a sobrestimarse [9].

Una propuesta de mejora considerable a
este esquema general de clasificacion, es aplicar
la técnica denominada cross-validation, técnica
propuesta por los doctores Bradley Efron y Rob
Tibshirani de la Universidad de Standford [7],
[14]. Para lo cual proponen el enfoque llamado
validacion cruzada, usando k grupos (k-fold
cross-validation), donde los datos se dividen en
k subconjuntos. Un subconjunto se utiliza como
datos de prueba y el resto (k-1) como datos de
entrenamiento. [Este proceso se repite Kk
iteraciones con cada posible subconjunto de
datos de prueba. El error se calcula con el
promedio de cada iteracion.

1 .
CVoo = ¢ L1 MSE i (1)

Los métodos de clasificacion con los que
se construyd el modelo predictivo de mineria de
datos de describen a continuacion:
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A.  Maquinas de soporte vectorial (MSV)

Es una generalizacion de una técnica llamada
andlisis discriminante, pero obteniendo mejores
resultados, ya que ademas de encontrar el
hiperplano de separacion, se agrega que el
margen de separacion entre clases sea lo mas
amplio posible.

La idea es encontrar una funcion lineal
g(x) que determine el plano de soporte, para
separar los puntos de acuerdo al valor de su
etiqueta en dos hiperplanos diferentes, las
funciones que muestran el célculo del soporte se
muestran a continuacion [20]:

g(x)=w-x+b

para: w-x+b>0, w-x+b<0

w-Xi+b+1 para yi=+1 (hiperplano “positivo”)
w-Xi +b-1 para yi =-1 (hiperplano “negativo”)
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Figura 1 Esquema Maquina se Soporte Vectorial
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Figura 2 Arbol de decision prediccion de diabetes
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Un arbol plantea de forma esquematica las
alternativas disponibles de clasificacion de
variables que se puedan encontrar, Figura 2. Esta
constituido por nodos, donde cada nodo denota
el resultado de una prueba a una variable y cada
rama del arbol representa el resultado de la
prueba anterior. Finalmente cada nodo hoja
indica la clase a la cual pertenece cada registro

[13], [3].

A partir de la tabla de entrenamiento se
construye el é&rbol con el método CART
(Classification and Regression Trees), creado
por Breiman, Friedman, Olsen y Stone en 1984,
aplicando el algoritmo Hunt [3], donde, si todos
los registros Dt pertenecen a la misma clase yt,
entonces t es un nodo hoja que se etiqueta como
yt. Si Dt tiene registros que pertenecen a mas de
una clase, se elige una variable para dividir los
datos en subconjuntos mas pequefios. Este
procedimiento se aplica recursivamente a cada
subconjunto hasta que todos los registros
pertenezcan a una sola clase o hasta alcanzar un
margen aceptable de tolerancia [28], [3].

C. Métodos de consenso (Bagging)

Los métodos Bagging son una forma efectiva de
generar un ensamble de clasificadores, para este
caso en particular, se hace un ensamble de
clasificadores de é&rboles de decision
denominado bosques aleatorios, donde la idea es
tomar m muestras aleatorias con reemplazo
(Boostraps) de los datos originales y luego se
aplica en cada una de ellas un método predictivo
para luego con algin criterio establecer un
consenso de todos los resultados, Figura 3.

El consenso puede ser un promedio o un
promedio ponderado basado en cudl método
obtuvo los mejores resultados. EI consenso mas
usado es el que obtenga la “mayor cantidad de
votos”

Cada muestra de arranque (bootstrap) tiene
el mismo tamafio que los datos originales.
Debido a que el muestreo se realiza con
reemplazo, algunos individuos pueden aparecer
varias veces en el mismo conjunto de
entrenamiento, mientras que otros podrian no
aparecer nunca [17].

Teorema: En promedio, una muestra de
arranque (bootstrap) contiene aproximadamente
63% de los datos de entrenamiento originales.
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Prueba: Cada individuo tiene una
probabilidad de 1-(1—1/n)n de ser seleccionados

en cada Dj. Si n es suficientemente grande, esta
probabilidad convergeal—1/e=0.632.

Instance

o S

Tree-1 Tree- Tree-n

Class-A Class-B Class-B

[ Majority-Voting } |

|
Final-Class |

Figura 3 Esquema Métodos de consenso
D. Meétodos de potenciacion (AdaBoost)

Es un método de clasificacion binario, donde la
idea es tomar una muestra aleatoria de los datos
originales y aplicar sobre ésta un método
clasificatorio, luego aumentar el peso
(potenciar) a los individuos mal clasificados para
que en la siguiente aplicacion del método
clasificatorio se enfoque mas en estos individuos
mal clasificados, mejorando su clasificacion, y
asi sucesivamente.

Finalmente se hace un consenso con un
promedio ponderado de los clasificadores, la
diferencia con los métodos de consenso es que
aqui se aumenta la probabilidad de aquellos
individuos mal clasificados en cambio en los
métodos de consenso todos los individuos tienen
siempre la misma probabilidad (1/n) de ser mal
clasificados.  El clasificador final, es un
promedio ponderado de todas las clasificaciones
anteriores: El algoritmo utilizado es el
denominado AdaBoost.M1 con los siguientes
pasos [10]:

Se inicializan todos los pesos con wi =1/N,
i=1,2,....N

Para m=1 hasta M:
Se corre el clasificador Gm(X) con los pesos wi.

Se calcula el error del clasificador con:

_ N wilEi#Gm (X))
Err,, = N w; (2)
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Se calcula o< —og((1-errpm)/errm) (3) El modelo se cre6 utilizando el paquete
estadistico de R, al cual se le instalé el paquete

Se cargan los pesos Wi w; e« w;x caret que permite crear los grupos de datos o k-
exp[ocn* I(y; # G (xD)]i=1,2,..N () folds necesarios para hacer el proceso de cross

Salida G(x) = sign [Yh=1 Xm Gm (X)] G(X) (5)
E. Métodos KNN

La idea es seleccionar un numero k a priori y se
buscan los k individuos mas cercanos al
individuo que se quiere clasificar. Se cuentan a
qué clase pertenecen dichos individuos y el
individuo a clasificar entra en la clase con
mayoria  encontrada en los k individuos
seleccionados, como puede observarse en la
Figura 4, [27].

.
Clase 1
X ® Q
3z ,x""oa-\ @ Clase2
x f/x x’_.-"-:‘o \oa
I x/ \\. A >
I
£ h.-,‘u ]
x !l ; Pi"’y:‘ »» clase3s
\‘.' > I.r ) >
\\ \'-bh‘# h"
\"-hl- ,.-' >

Figura 4 Clasificacion por KNN
F.  Métodos de Baye

Los modelos bayesianos se basan en el teorema
de Bayes [22]. Sea A1,A2,...,Ak una coleccion
de k eventos mutuamente excluyentes con
P(B)>0 para i=1,..k. Entonces para cualquier
otro evento B para el cual P(B)>0, se calcula la
probabilidad P(A,|B), entonces:

pane) _ _ P(BJ|Aj)P@ay
P®) 3k, P(B|Aj)Pra
i=1,..,k (6)

P(A |B) =

Calibracion del modelo predictivo.

El modelo creado para este conjunto de datos, se
hizo tomando como variables predictoras, la
hipertension, el colesterol, los triglicéridos, los
antecedentes familiares de diabetes y la edad,
para asi poder determinar el valor de la variable
a predecir diabetes.
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validation. En la calibracion del modelo, para el
método de maquinas de soporte vectorial, se
evalu6 con los diferentes kernel (linear,
polinomial, radial bassis o sigmoid) utilizados en
la funcion svm (support vector machine) del
paquete e1071. El kernel que arrojé los mejores
resultados fuel el kernel linear.

En el caso del método de bosques
aleatorios, se utilizo el paquete randomForest y
la clase con el mismo nombre, al igual que con
el método de potenciacion utilizando el paquete
ada. En lo referente al método de arboles de
decision, se utiliz6 el paquete rpart con el
algoritmo CART+Pruning(poda) [11]. En el
método KNN, se utilizo la funcion train.kknn del
paquete kknn, con valor en la variable kmax = 4,
para el numero de vecinos mas cercanos a
considerar en la clasificacion. Finalmente para el
método Bayes, se utilizo el paquete e1071 con la
funcién naiveBayes.

Una vez calibrados los métodos de manera
individual se pusieron a competir entre ellos para
saber cual es el método, que mejor clasifica a los
individuos que padecen diabetes, de aquellos
que no, usando el enfogque validacién cruzada.
El proceso de cross validation se generd 50 veces
para asegurarse que el nivel de error se
estabilizara y dentro de cada proceso de cross
validation se generaron 10 grupos (k-folds). Se
alimento6 el modelo con los datos de la encuesta
nacional de salud y nutricién de medio camino
2016 (ENSANUT MC 2016) [26], en la cual el
rubro de salud, estaba dividido en 3 categorias,
calidad de vida, hipertension y enfermedades
cronicas. La base de datos utilizada fue la de la
categoria enfermedades crénicas, conformada
por 8825 registros pertenecientes a toda la
republica mexicana.

Trabajos relacionados

Efrain Alberto Oviedo Carrascal [4], hizo una
revision de avances y tendencias de la mineria de
datos en el servicio de la salud, entre los
principales avances que menciona estan diversas
técnicas, metodologias y plataformas que han
sido utilizadas en el sector salud.
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En [12] se presenta una aplicacién de
mineria de datos a pacientes pre-diabéticos, para
detectar patrones de comportamiento y apoyar la
toma de decisiones en futuros casos de personas
con esta enfermedad, utilizando para el analisis
de datos un clustering con el método Kmeans y
una prediccion con arboles de decision usando
Weka. [1] Expone el desarrollo de las fases de
comprension y preprocesado de datos de la
metodologia CRISP-DM 1.0., con un caso
practico asociado al objetivo de determinar
factores influyentes en el padecimiento de
diabetes, usando como herramienta de apoyo
Microsoft Excel 2007. [19] Barrientos hace una
evaluacion del potencial de Redes Bayesianas
para la clasificacion de datos médicos, utilizando
bases de datos relacionadas con padecimientos
médicos tales como Cancer de Mama, Tumores
Cancerigenos, Diabetes y Hepatitis, para
determinar si las Redes Bayesianas son una
herramienta eficaz y confiable en la toma de
decisiones en el &mbito médico para el
diagnostico y tratamiento. En [18], se hace una
evaluacion del desempefio de los modelos de
clasificacion construidos a partir del uso de
algoritmos de clasificacion provistos R y Rapid
Miner.

Resultados

En los modelos predictivos o de aprendizaje
supervisado, a diferencia de los métodos de
aprendizaje no supervisado, se puede entrenar al
modelo observando sus resultados, con la
intencion de mejorarlos, tanto como sea posible,
a través de la manipulacion de sus parametros
buscando con ello el logro de los objetivos
propuestos.

Deteccitn de casos con diabetes
200

——— A —t—h——

150 w-’\___);,.z'--‘;&‘::-—-‘f

100

) X—-::Wx\) i-x—k——*

,/ NN

0 2 4 6 8 10 12

=== 5VM ——KNN —i— Potenciacién —<—Arboles ——Bosques -Bayes

Figura 5 Resultados de clasificacion en deteccion de
diabetes

ISSN- 2410-3551
ECORFAN® Todos los derechos reservados

Junio 2018 Vol.5 No.15 21-28

En la seleccion del método mas adecuado,
y que ofrece los mejores resultados para este
conjunto de datos, se encontré que los métodos
de potenciacion, son el método de clasificacion
debido a que mas pacientes con diabetes detecta,
en contra parte, con el método de arboles de
decision que es el que menos casos detecto,
como puede observarse en la figura 5.

Error de Clasificacion
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Figura 6 Resultados de clasificacidn en deteccion de error
de diagnostico

En la Figura 7, se hace un comparativo de
los métodos de clasificacion del modelo
predictivo, que muestra el grado de acierto
generado por cada método comparado con su
grado de error. En la figura se puede observar,
que los métodos de bosques aleatorios y los
métodos de potenciacion, son los que mejor
desempefio han mostrado, siendo minima su
variacion, pero en la grafica mostrada en la
Figura 5, se puede observar claramente, que el
numero de casos con diabetes, detectados por el
método de potenciacion es considerablemente
mayor al nimero de casos detectados por el
método de bosques aleatorios. Lo cual indica
que, en este modelo predictivo, los métodos de
potenciacion, son el método méas adecuado para
evaluar la informacion de pacientes con diabetes
publicada por la encuesta nacional de salud y
nutricion de medio camino 2016 (ENSANUT
MC 2016) [26].

Resultados del modelo de clasificacion

100

80
60
40

Porcentaje

Herror

2 _. _. _. _. wAcierto

Método de clasificacion

Figura 7 Comparativo de clasificacién acierto/error de
resultado de diagnéstico
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Conclusiones

Hoy por hoy, se cuenta con diversos estudios de
mineria de datos, que buscan hacer aportes al
campo de las ciencias de la salud, con el objetivo
de mejorar la calidad de vida de las personas,
previniendo enfermedades, y facilitando la toma
de decisiones, al analizar la informacion
proveniente  de diferentes  fuentes de
informacion, incluyendo la  informacion
publicada por las instituciones de salud pablica.

En este trabajo, se presentd un estudio
sobre la aplicacion de un modelo predictivo de
mineria de datos, a los datos publicados por la
secretaria de salud, referentes a la encuesta
nacional de salud, especificamente en el rubro de
enfermedades crénicas degenerativas como la
diabetes. El modelo predictivo se calibro,
utilizando la técnica de cross validation, y el
método que mejores resultados presentd fue el
método de potenciacion, ya que fue el método
que mas casos de diabetes detecto y el que menos
error de clasificacion produce.
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